
Aplicação de Deep Learning no
pré-diagnóstico da COVID-19 através de

imagens de raio-x

Luan Silva
Graduando em Sistemas de Informação
Instituto de Geociências e Engenharias

Pesquisador do Laboratório de Computação Cientifica

Victor Ferreira
Graduando em Sistemas de Informação
Instituto de Geociências e Engenharias

Pesquisador do Laboratório de Computação Cientifica

Leandro Araújo
Graduando em Sistemas de Informação
Instituto de Geociências e Engenharias

Pesquisador do Laboratório de Computação Cientifica

Adam Santos
Doutor em Engenharia Elétrica

Instituto de Geociências e Engenharias
Coordenador do Laboratório de Computação Cientifica

13 de maio de 2020



Resumo

Atualmente o mundo está lidando com uma pandemia relacionada com um
novo coranavírus, severe acute respiratory syndrome coronavirus 2 ou SARS-
CoV-2, que passou a ser denominada como COVID-19. Uma das alternativas
para auxiliar na identificação do COVID-19 é a utilização da radiografia do
tórax, a qual mostra características semelhantes a outras pneumonias causadas
por outros coronavírus. Entretanto, uma interpretação radiológica rápida de
imagens nem sempre está disponível. A aplicação de técnicas de deep learning
(aprendizagem profunda) para classificação de imagens de raio-x teve um
crescimento considerável nos últimos anos. Neste trabalho foram utilizados duas
arquiteturas de redes neurais convolucionais, InceptionResNetV2 e ResNetX50,
com o objetivo de resolver o problema de classificação de imagens de raio-x de
pessoas com pneumonia, a fim de ajudar no pré-diagnóstico, principalmente,
da COVID-19, podendo se tornar um possível método de triagem de pacientes.
O modelo gerado a partir da arquitetura ResNetX50 obteve os melhores
resultados para todas as métricas definidas.

Palavras-chave: Covid-19. Deep learning. Reconhecimento de padrões. Trans-
fer learning.

1 Introdução
Atualmente o mundo está lidando com uma pandemia de um novo coranavírus,

severe acute respiratory syndrome coronavirus 2 ou SARS-CoV-2, que passou a ser
denominada como COVID-19 (SHOJI et al., 2020), tendo seu primeiro caso notificado
em Wuhan, China, no final do ano de 2019. Devido sua rápida disseminação, tornou-se
um grave problema de saúde pública no mundo.

A fim de diagnosticar a COVID-19, o teste que vem sendo utilizado é o RT-
PCR (NISHIOKA, 2020), mas devido sua falta em algumas localidades e a demora
para obter os resultados, se torna necessário a identificação e desenvolvimento de
ferramentas que possam auxiliar os profissionais de saúde.

Uma das alternativas para auxiliar na identificação da COVID-19 é a uti-
lização da radiografia do tórax, que mostra características semelhantes a outras
pneumonias causadas por outros coronavírus (HOSSEINY et al., 2020). Entretanto,
uma interpretação radiológica rápida de imagens nem sempre está disponível, parti-
cularmente nos locais com poucos recursos em que a pneumonia (causada por vírus
e bactérias) tem a maior incidência e maiores taxas de mortalidade.

O processo de interpretação de agentes (tumores cerebrais ou anomalias nos
pulmões, por exemplo) é uma atividade complexa e, por isso, faz-se necessário o uso
de técnicas de processamento de imagem, frequentemente combinadas à técnicas de
aprendizado de máquina, para identificá-los (NETO; HIDALGA, 2017).

A aplicação de técnicas de deep learning (aprendizagem profunda) para
classificação de imagens de raio-x teve um crescimento considerável nos últimos
anos. Várias pesquisas abordam esse tema, como realizar a classificação de imagens



para ajudar no diagnóstico precoce da tuberculose, e classificar lesões através de
radiografia torácica (KARNKAWINPONG; LIMPIYAKORN, 2018), além de serem
usadas para a classificação de imagens de raio-x de pessoas com pneumonia e outras
lesões (KERMANY et al., 2018a; WANG et al., 2017).

Neste trabalho foram utilizados duas arquiteturas de Redes Neurais Convolu-
cionais (RNC), InceptionResNetV2 (SZEGEDY; IOFFE; VANHOUCKE, 2016) e
ResNetX50 (XIE et al., 2016), com o objetivo de resolver o problema de classificação
de imagens de raio-x de pessoas com pneumonia, a fim de ajudar no diagnóstico,
principalmente, da COVID-19, podendo se tornar um método de triagem de pacien-
tes. O restante deste estudo está organizado da seguinte forma. Na seção 2 serão
abordadas mais informações sobre deep learning e RNC. Na seção 3, a metodologia
utilizada, ferramentas, técnicas e base de dados serão discutidos. Na seção 4, os
resultados obtidos com os modelos testados serão apresentados. Por fim, na seção
5, as considerações finais deste trabalho serão sumarizadas, destacando possíveis
trabalhos futuros.



2 Deep Learning
O paradigma de aprendizagem profunda (do inglês deep learning) é uma

sub-área da aprendizagem de máquina que aborda o aprendizado automatizado
sendo realizado através da utilização de sucessivas camadas profundas dentro de
uma arquitetura de rede neural (FRANCOIS, 2017). Com isso, cada camada passa o
resultado do seu aprendizado para a camada seguinte. Quanto maior a quantidade
de camadas, mais profunda a rede neural se torna.

A principal característica da aprendizagem profunda é a utilização de camadas
para realizar a extração de características e classificação dos dados (RIGHETTO,
2016). Com isso, algoritmos de deep learning se tornam opções viáveis para tarefas
de classificação de imagens, por exemplo.

2.1 Redes Neurais Convolucionais
RNC são arquiteturas biologicamente inspiradas capazes de serem treinadas

e aprenderem/generalizarem representações invariantes a escala, translação, rotação
e transformações afins (LIU; ROSENBERG; ROWLEY, 2007; JURASZEK et al.,
2014). As RNCs compõem um dos tipos de algoritmos da área conhecida como
aprendizagem profunda e são projetadas para uso com dados de múltiplas dimensões,
tornando-as boas candidatas para a solução de problemas envolvendo reconhecimento
de imagens (AREL et al., 2010).

De maneira semelhante aos processos tradicionais de Visão Computacional,
uma RNC é capaz de aplicar filtros em dados não-estruturados, mantendo a relação
de vizinhança entre os pixels da imagem ao longo do processamento da rede. A
Figura 1 demonstra a estrutura de uma RNC.

Figura 1 – Estrutura de uma RNC.
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Fonte: Autoria Própria (2019).

As RNCs têm sido usadas pela comunidade científica em imagens médicas
por causa de seu excelente desempenho demonstrado em Visão Computacional.
Usualmente, como mostra a Figura 1, três tipos de camadas são usadas para cons-
truir uma RNC (MOUSSER; OUADFEL, 2019): camada convolucional, camada de
agrupamento (pooling) e camada totalmente conectada.



3 Metodologia
A linguagem de programação Python foi utilizada para a implementação das

RNCs, com o auxílio da biblioteca Keras, amplamente utilizada na construção de
redes neurais profundas, executando sobre a biblioteca de código aberto TensorFlow
(FOUNDATION, 2020; KERAS, 2020; TENSORFLOW, 2020). As arquiteturas
empregadas neste estudo são a InceptionResNetV2, que possui 572 camadas; e a
ResNeXt50, que possui 50 camadas.

O treinamento das arquiteturas propostas foi executado em uma máquina
virtual (VM) fornecida pelo Google Colaboratory (Colab) (COLAB, 2020). O Colab
tem o objetivo de disseminar e incentivar a investigação na área de aprendizagem de
máquina. O Colab disponibiliza VMs pré-configuradas com as bibliotecas essenciais
de aprendizagem de máquina e inteligência artificial, como TensorFlow, Matplotlib e
Keras.

3.1 Base de dados
Para o treinamento dos modelos foi utilizada uma base de dados com imagens

de radiografia do tórax, amplamente utilizadas no diagnóstico de pneumonia. Seus
desenvolvedores (CHOWDHURY et al., 2020) utilizaram quatro bases de dados:
SIRM COVID-19 (INTERVENTISTICA, 2020), base de dados pública disponível no
GitHub (COHEN; MORRISON; DAO, 2020), coleta de imagens em diferentes artigos
e a base de dados chest x-ray disponível no Kaggle (KERMANY et al., 2018b).

Figura 2 – Exemplos das radiografias utilizadas.
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Fonte: Autoria Própria (2020).

A Figura 2 mostra alguns exemplos de imagens de raio-x presentes na base
de dados. A radiografia do tórax de um paciente infectado pela COVID-19 (painel
da esquerda) mostra manchas opacas nos pulmões, conhecidas na radiologia como
padrão vidro fosco. A radiografia do tórax de um paciente em estado normal (painel
do meio) mostra pulmões limpos sem nenhuma área de opacificação anormal na
imagem. A radiografia do tórax de um paciente infectado por outros vírus (painel da



direita), que causam a pneumonia, se manifesta com um padrão “intersticial” mais
difuso em ambos os pulmões.

Essa base de dados é composta por 2905 imagens divididas em três classes,
tal que as classes normal, pneumonia viral e COVID-19 possuem 1341, 1345 e 219
imagens, respectivamente. A fim de diminuir o custo computacional, todas as imagens
foram redimensionadas para 75x75 pixels. A base de dados foi dividida em 70% para
treino e 30% para teste dos modelos.

3.2 Técnicas e Hiperparâmetros utilizados
Para o treinamendo dos modelos foram adotados alguns hiperparâmetros,

que se mantiveram iguais em todas as RNCs. Por se tratar de um problema que
envolve a classificação de múltiplas classes, foi selecionada a Softmax como função
da camada de saída. Para a função de custo foi utilizada a Categorical Crossentropy,
uma das principais funções utilizadas na literatura para obter o valor de custo em
problemas com múltiplas classes.

Por meio de observações experiências anteriores, foi possível definir alguns
dos hiperparâmetros, como a utilização do otimizador Adaptive Moment Estimation
(ADAM); a quantidade de épocas igual a 200; e o dropout em 0,5 a fim de evitar
overfitting. Para o tamanho do lote (batch) foi definido o valor de 64 e na taxa
de aprendizagem foi realizada a seguinte estratégia: valor inicial de 1x10−3, sendo
multiplicada por taxas menores no decorrer das épocas, isto é; a partir da época 81,
1x10−1; época 121, 1x10−2; época 161, 1x10−3; e época 181: 0,5x10−3. Essa estratégia
permitiu que as redes em suas épocas finais obtivessem um baixo desvio padrão no
que diz respeito a acurácia.

Em todas as arquiteturas serão utilizados pesos estimados por modelos já
treinados para identificar se uma radiografia pertence a uma pessoa com ou sem
pneumonia. A utilização de pesos pré-treinados nos modelos selecionados trata-
se de uma técnica de aprendizado de máquina conhecida como transferência de
aprendizagem. Essa técnica possui o objetivo de melhorar a aprendizagem da tarefa
atual, aproveitando o conhecimento adquirido em outra tarefa (OLIVAS et al., 2009).

3.3 Métricas para avaliação dos resultados
Para avaliação dos resultados, as métricas de Acurácia, Precisão, Revocação,

pontuação-F1 e matriz de confusão foram empregadas. A matriz de confusão é
geralmente utilizada no aprendizado de máquina, possuindo informações sobre as
classificações reais e previstas realizadas por um classificador (DENG et al., 2016).
Em uma matriz de confusão as linhas são valores reais em cada classe, enquanto as
colunas são as predições realizadas pelo modelo.

Os valores obtidos a partir da matriz de confusão também são utilizados
para gerar algumas métricas de suma importância para a avaliação dos modelos,
tais como: Acurácia, Precisão, Revocação e pontuação-F1 (SOARES et al., 2019).
Essas métricas são comumente utilizadas na avaliação de modelos de aprendizagem



de máquina, portanto, elas serão utilizadas neste estudo a fim de avaliar a eficácia
dos modelos gerados.

4 Resultados e discussões
A partir dos resultados obtidos, é possível visualizar na Figura 3 o desempenho

dos modelos gerados, nas etapas de treinamento e teste. O parâmetro de análise
utilizado foi a acurácia por época, ou seja, taxa de acerto em cada época. A ResNetX50
obteve uma convergência mais rápida do que a InceptionResNetV2, tanto na etapa
de treinamento quanto no teste. Vale a pena destacar que houve uma discrepância
entre as curvas na etapa de teste, o que evidencia que a ResNetX50 obteve um
desempenho melhor.

Figura 3 – Acurácia no treino e teste dos modelos aplicados.
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Fonte: Autoria Própria (2020).

Na Tabela 1 é possível visualizar os resultados de precisão, revocação e
pontuação-f1 de cada classe para cada arquitetura. Para todas as classes e métricas,
a ResNetX50 obteve o melhor resultado. Com isso, o modelo da ResNetX50 é capaz
de não confundir as classes (precisão) e consegue encontrar o maior número possível
de imagens de cada classe (revocação). A pontuação-f1 é a média ponderada das
duas métricas já citadas.

Tabela 1 – Precisão, revocação e pontuação-F1 dos modelos aplicados.

Arquitetura Precisão Revocação Pontuação-F1

ResNetX50
COVID-19 100% 100% 100%
NORMAL 99% 99% 99%
Pneumonia Viral 99% 99% 99%

InceptionResNetV2
COVID-19 98% 97% 97%
NORMAL 96% 98% 97%
Pneumonia Viral 98% 95% 97%

A Figura 4 evidencia as matrizes de confusão das duas arquiteturas. A
diagonal principal de cada matriz demonstra os acertos na etapa de teste. O modelo



da InceptionResNetV2 acertou 56 imagens de pacientes diagnosticados com COVID-
19; 412 imagens de pacientes em condições normais; e 376 imagens de pacientes com
pneumonia causados por outros vírus. O modelo da ResNetX50 acertou 58 imagens
de pacientes diagnosticados com COVID-19; 416 imagens de pacientes em condições
normais; e 390 imagens de pacientes com pneumonia causados por outros vírus.

Figura 4 – Matrizes de confusão dos modelos aplicados.
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5 Considerações finais e trabalhos futuros
Com base nos resultados alcançados, podemos observar que o modelo gerado

através da arquitetura da ResNetX50 obteve o melhor desempenho no diagnóstico
da COVID-19, foco deste estudo. Em todas as métricas analisadas a ResNetX50
obteve um resultado superior à InceptionResNetV2. Por conseguir uma taxa de
acerto (acurácia) maior do que a InceptionResNetV2, a ResNetX50 torna-se uma
escolha factível de arquitetura para ser mais explorada em trabalhos futuros. É
importante ressaltar que este estudo tem como premissa servir futuramente como
uma forma alternativa de triagem de pacientes.

A partir deste estudo, novas possibilidades podem ser exploradas. Um sistema
WEB poderá ser desenvolvido com o intuito de servir como ambiente de teste do
modelo que foi treinao, ou seja, o usuário poderá fazer o upload de uma imagem
de raio-x do tórax de um paciente com suspeita de COVID-19 e o modelo irá
gerar um possível pré-diagnóstico da imagem. Como forma de otimizar e melhorar
a proposta anterior, será necessário utilizar mais bases de dados que contenham
imagens de pacientes diagnosticados com COVID-19 ou outras doenças que possam
ser diagnosticas através de imagens de raio-x, para potencializar e generalizar o
modelo.
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